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摘 要:针对大数据环境下关联规则数据挖掘效率不高的问题，采用 Eclat 算法使用垂直数据
库将事务的合并转换成集合操作的方法。研究了一种大数据并行关联规则挖掘算法 － Sp-IEclat
( Improved Eclat algorithm on Spark Framework) ，该算法基于内存计算的 Spark 框架，减少磁盘输入
输出降低 I /O负载，使用位图运算降低交集的时间代价并减少 CPU 占用，采用前缀划分的剪枝技
术减少求交集运算的数据量，降低运算时间。使用 mushroom数据集和 webdocs数据集在两种大数
据平台下实验，结果表明，Sp-IEclat 算法的时间效率优于 MapＲeduce 框架下的 Eclat 算法及 Spark
框架下的 FP-Growth算法和 Eclat算法。从对集群的性能监控得到的数值表明，同 Spark 框架下的
FP-Growth算法和 Eclat算法相比，Sp-IEclat算法的 CPU占用和 I /O集群负载都较小。
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Sp-IEclat: A Big Data Parallel Association Ｒule Mining Algorithm
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Abstract: Aiming at the problem of inefficient data mining of association rules in a big data environment，the
Eclat algorithm is used to use a vertical database to convert the merging of transactions into collective operations.
We researched a big data parallel association rule mining algorithm-Sp-IEclat ( Improved Eclat algorithm on Spark
Framework) . The algorithm is based on the Spark framework of memory computing，reduces disk input and output，
reduces I /O load，and uses bitmap operations to reduce the time of intersection and CPU usage. The pruning
technique of prefix division is used to reduce the amount of data in the intersection operation to reduce the operation
time. The mushroom dataset and the webdocs dataset are used to test under two big data platforms. The
experimental results show that the time efficiency of the Sp-IEclat algorithm is better than the Eclat algorithm under
the MapＲeduce framework and the FP-Growth algorithm and the Eclat algorithm under the Spark framework. The
value obtained from the performance monitoring of the cluster shows that，compared with the FP-Growth algorithm
and the Eclat algorithm under the Spark framework，the CPU usage and I /O cluster load of Sp-IEclat are smaller.
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0 引 言

关联规则挖掘技术是数据挖掘中的重要组成部

分，广泛的应用在金融行业［1］，零售业市场营销［2］

及医疗［3］等领域。
关联规则挖掘的经典算法有 Apriori［4］算法，FP-

Growth［5］算法及 Eclat［6］算法。Apriori 在其进行迭
代的过程将会产生大量的候选集并且放在内存中，

当处理大数据集时会导致内存不足，而且 Apriori 需
要重复的读取数据库，将会给系统 I /O 造成巨大压
力; FP-Growth算法将数据库的扫描次数压缩到了 2
次，但是在生成树结构的时候会有额外的开销，当数

据集的支持度较低时，将会产生大量的节点，导致内

存不足; Eclat算法只读取一次数据库，但是取交集
时会有大量的候选集存储在内存中，会耗费大量

时间。
针对 Eclat算法在数据集较大时求交集的时间

代价会很大的问题，很多学者对 Eclat算法进行了改
进。文［7］提出了一种改进的 Eclat算法 － Eclat +算
法。Eclat +算法在计算候选集的支持度之前，首先
检测支持度，当候选集是潜在频繁项集时，才执行交

集操作;文［8］提出了一种快速的 Eclat 算法，该算
法可以通过使用 Minwise散列和估计量来快速计算
多个项目集的交集大小; 文［9］基于递增的搜索策
略提出了一种改进的 Eclat算法，称为 Eclat_growth。
以上算法都在一定程度上提高了 Eclat 算法的运行
效率，但是在求交集时仍会占用很多时间以及整个

算法的 CPU占用仍很高。
传统的关联规则算法无法处理大数据环境下的

数据挖掘问题，所以有学者将算法在 MapＲeduce 框
架下实现。文［10］将 Apriori 算法转移到 MapＲe-
duce框架上实现; 文［11］介绍了两种算法，分别是
基于 MapＲeduce 平台的 Dist-Eclat 算法和 BigFIM。
Dist-Eclat通过使用基于 k-fis 的简单负载平衡方案
来关注速度。BigFIM 重点是利用混合方法挖掘非
常大的数据库，优化为在真正大的数据集上运行。
文［12］将 Eclat算法转移到 MapＲeduce 框架上并进
行了改进。文［13］提出了一种基于 MapＲeduce 的
等长划分数据库，并使用位图来计算的关联规则挖

掘算法。文［14］提出了一种按照等长切割数据集
后在每一块数据集上使用 MapＲeduce 的 Apriori 算
法或者 FP-Growth算法的组合方法。文［15］提出了

一种基于前缀共享树设计的关联规则挖掘算法，这

种方法通过将共有的前缀树进行合并，从而达到减

少内存占用和节省运算时间。文［16］提出了一种
并行的 FP-Growth算法，将传统的 FP-Growth再加上
前缀树的生成模式，使用了消息传递机制将规则按

照前缀分配到各个 reduce中。以上算法选用了 Ma-
pＲeduce框架来解决大数据挖掘的问题，但由于 Ma-
pＲeduce 是基于非循环的数据流模型，在计算过程
中，不同计算节点之间保持高度并行，导致需要反复

使用一个特定数据集的迭代算法无法高效地运行。
在内存占用方面，如果一个节点运行失败，需要将这

个节点的任务重复运行多次甚至交给其他运算能力

更高的节点重新计算，从而导致巨大的内存损耗。
Spark框架不仅克服了 MapＲeduce 框架的上述

缺点，还具有迭代运算效率高，集群 I /O负载低等优
势。文［17］针对提出了一种基于 Spark框架的并行
Apriori算法 FAFIM，并证明该算法的运行效率要远
远高于文［10］提出的算法。文［18］针对 Apriori 算
法在生成候选项集的大量开销问题，提出了 Ｒ-Apri-
ori算法，通过消除候选生成步骤并避免了代价高昂
的比较从而降低计算复杂性。文［19］提出了一种
基于 Apriori增量并行算法。该算法随着数据集的
增加，不需要从头开始计算整个数据库，而是根据以

前的频繁项集更新频繁的项集。文［20］提出了基
于 Spark的分布式 FP-Growth 算法叫做 DFPS 算法，
该算法的运行效率远远高于 FP-Growth 算法在 Ma-
pＲeduce框架下的运行效率。文［21］提出了基于
Spark实现的可扩展的并行 FP-Growth。文［22］提
出了一种改进的 FP-Growth 算法，该算法修改了支
持计数并在 Spark下实现。
以上算法都是基于 Spark框架下对 Apriori算法

和 FP-Growth 算法的改进，由于都是基于水平数据
库的算法，在速度，I /O 负载和 CPU 占用方面仍然
存在问题，所以选择在基于内存的 Spark 框架下对
基于垂直数据库的 Eclat算法进行改进，从而降低集
群的 I /O负载。根据文［7］中提到的对数据库使用
预处理技术进行数据压缩，减少问题规模，并根据文

［9］及文［13］中提出的使用位图的方法来进行计
算，减少求交集的运算时间并降低 CPU占用。根据
文［13］及文［14］提出的方法对频繁项集进行划分，
根据文［15］及文［16］提出的方法以前缀为划分条
件对频繁项集进行划分，即对求得的频繁项集使用

前缀策略进行划分并提交给不同的计算节点进行计
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算，这样能够减少需要求交集的数据量从而减少集

群的运算量，从而提高了算法的运行速度。
本文的主要工作如下:

1) 将 Eclat算法使用基于位图的计算策略并采
用前缀划分策略对其进行改进，提高了运行效率，减

少了 CPU占用。
2) 将改进的 Eclat 算法在 Spark 框架下进行实
现，降低了集群的 I /O负载，提出了基于 Spark 框架
的关联规则挖掘算法—Sp-IEclat算法。

3) 通过运行相关的实验，与基于 MapＲeduce 下
的 Eclat算法和现有的一些基于 Spark 的关联规则
挖掘算法进行实验比较。比较的内容为公共数据集
下，不同支持度的挖掘时间性能表现。
本文其余部分构成如下: 第 2 部分为介绍相关

概念;第 3 部分介绍 Sp-IEclat 算法; 第 4 部分描述
本算法的具体实现，并做复杂度分析;第 5 部分进行
数值实验并对结果分析;最后给出结论。

1 相关概念

1. 1 关联规则
设 D = { T1，T2，T3，…，Tn } 是一个事务数据集，

该数据包含 n个事务项集，其中每个事务项集包含
m个不同的项，I = { I1，I2，I3，…，Im }。包含 K 个事
务项的项集被称为 K －项集，K 为项集的长度。项
集 X在 D中出现的次数叫做项集 X的支持度。
如果项集的支持度不小于规定的最小支持度，

则为频繁项集。反之，为非频繁项集。
前缀共享树: 设两个项集 X = { i1，i2，…，ik，…，

im} ，Y = { i1，i2，…，ik，…，in } 它们的前 k 项相同，

则{ i1，i2，…，ik}称为项集 X 和 Y 的 K －前缀。项集
{ A，B，C，D} 和项集 { A，B，E，F } 具有相同前缀
{ A，B}。
1. 2 SPAＲK框架

Spark是一种基于内存的分布式计算框架，不
仅包含 MapＲeduce分布式设计的优点，而且将中间
处理数据放入内存中以减少磁盘 I /O 从而提高性
能。Spark是基于 Spark ＲDD编程，提供转换算子和
行动算子 2 种算子。2 种算子都将中间结果存放在
内存中，所以会有较快的运行效率。相比 MapＲe-
duce框架，Spark 具有更高效、充分利用内存、更适
合迭代计算和交互式处理的优点。

2 Sp-IEclat算法

2. 1 ECLAT算法
Eclat算法采用的数据结构是垂直数型数据结

构，即数据形式为{ item: TIDSet} 的形式。如此转换
后，关联规则的挖掘实际上转换成了使用集合运算

的方式。对于小数据集，集合运算的速度将会很快。
但当数据集变大的时候，取交集的运算的代价会变

得比较大，也会产生比较大的中间数据量。Eclat 算
法对于大型数据集数据的关联规则挖掘时时间效率

不是很理想，所以将 Eclat算法进行优化使其更加适
用于挖掘大型数据集。
2. 2 SP-IECLAT算法概述
针对 Eclat算法求交集运算代价大的问题，采用

位图交集运算来代替集合交集运算使用前缀划分策

略将频繁项集进行划分。本文提出了 Sp-Eclat 算
法，一种基于 Spark框架的关联规则数据挖掘算法，
在 Spark 框架下编程运行。Sp-Eclat 算法共分成 2
个部分，分别是数据预处理和计算频繁 K －项集。
首先是数据预处理。第一步要读取数据，Spark

的读取数据分为从本地文件系统中加载数据和从分

布式文件系统 ( HDFS) 中读取数据，本文采用的是
读取 HDFS中数据。然后将得到的数据进行数据库
格式的转换及非频繁项集的过滤。将水平数据库转
换成垂直数据库，转换后将项集的支持度和给定的

最小支持度进行比较，如果小于，则将该项集是非频

繁项集，将其过滤掉; 如果大于，则得到了频繁 1 －
项集。最后位图存放数据，将得到的频繁 1 －项集
采用位图保存 TID，位图中 1 的个数就是该项集的
支持度。
然后为计算频繁 K －项集。包含计算频繁 2 －

项集及根据频繁 2 －项集求出频繁 K ( K ＞ 2 ) －项
集。在求频繁 2 － 项集时，对 itemID 求并集并对
TID求交集，保留 TID 交集的长度大于等于最小支
持度的作为频繁 2 －项集。使用前缀划分策略对频
繁 2 －项集进行划分并分发给计算节点。计算得到
的频繁 2 －项集的大小是远小于整个事务的大小，
对频繁 K －项集使用前缀划分策略进行划分需要触
发到 shuffle 计算，而频繁 K －项集的大小同样远小
于频繁 2 －项集的大小，所以 Sp-Eclat 的网络通信
开销会很小。Sp-IEclat算法流程图如图 1 所示。
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图 1 Sp-IEclat算法流程图
Fig. 1 The flowchart of Sp-IEclat algorithm

2. 3 数据预处理
Eclat算法在生成 K －项集的时候总是需要使

用到( K － 1) －项集作为生成的前缀，但随着数据量
的增加或者最小支持度的减小，生成 K －项集的前
缀数量会很大，求交集时的时间代价和 CPU占用会
很大从而导致该方法不可用。这种趋势在分布式框
架上也变得非常明显，即当一台机器的性能不足以

完成分配到的任务时，往往是需要系统将这个任务

分配到性能更强的机器上，而这个调度代价是非常

巨大的。
为了降低调度代价，通过数据预处理将读取的

数据转换成垂直数据库并过滤掉支持度小于最小支

持度的数据，从而减小了整个算法中生成的中间候

选集。如图 2 所示，给出了一个示例说明当最小支
持度为 2 时，水平数据库转换成垂直数据库并得到
频繁 1 －项集的过程。

图 2 数据库形式转化得到频繁 1 －项集示例
Fig. 2 Examples of frequent 1-item sets for

database-form conversions

每一个事务 TID 都对应了一个项集 itemSet，表
示为在该事务中分别出现的项。将每一个项拿出来
并将该项出现的全部 TID 放入到 TIDSet 中就得到
了垂直数据库。如图 2 所示，对于项 A 分别出现在
TID为 1，2，3 的事务中，所以项 A 所对应的 TIDSet
为{ 1，2，3}。其次，对得到的垂直数据库中支持度
小于最小支持度的数据进行删除。如图 2 所示，假
设给定最小支持度为 2，转换成垂直数据库形式后，
项 C对应的 TIDSet为{ 3} ，该集合中只有一个元素，
表明项 C的支持度为 1，小于给定的最小支持度，所
以将项 C 从垂直数据库中删除，这个过程使用
Spark对于 ＲDD提供的转换算子 filter算子来完成，
对于其他项 A，B，C，E，支持度都大于最小支持度，
所以都保留。上述过程结束后，就得到了频繁 1 －
项集。
对于得到的频繁 1 －项集，为了降低后续计算

频繁 K －项集的时间代价和 CPU 占用，在数据的导
出中直接采用位图的形式存放 TID，位图是位操作
的对象，值只有 0 或 1，TID 的值对应于位图中的标
号设置为 1。BitSet 最小规模是 64 位，随着存储的
元素越来越多，BitSet 内部会自动扩充，每次扩充
64 位，位图的大小是 TIDSet中最大的 TID向上取整
64 位。当数据集很大时，位图求交集的时间效率远
远高于集合求交集时间效率。对于图 2 得到的频繁
1 －项集，项集{ A}和项集{ D}的位图内部存放形式
如图 3 所示。

图 3 TIDSet的位图存放形式
Fig. 3 The BitSet storage form of TIDSet
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2. 4 计算频繁 2 －项集
预处理中将水平数据库转换成了垂直数据库，

并且得到了所有频繁 1 －项集。在计算频繁 2 －项
集中，Sp-IEclat算法使用 Eclat 算法取交集的思想，
进行频繁 2 －项集的计算。当数据量巨大的时候，
Eclat算法取交集的成本将会变得非常的高。所以
对保存 TID的位图求交集，位图作为基于内存的数
据结构，即使对于很大的数据集，求交集的效率仍然

很高。如图 4 所示，给出了用图 2 的频繁 1 －项集
来计算频繁 2 －项集的过程。

图 4 频繁 2 －项集获取示例
Fig. 4 The example of getting Frequent 2-itemset

图 4 中，使用了图 2 的频繁 1 －项集得到的 2 －
项集有{ A，B} ，{ A，D} ，{ A，E} ，{ B，D} ，{ B，E} ，
{ D，E} ，但 2 －项集{ D，E} 对应的 TIDSet 为{ 3} ，支
持度为 1，小于给定的最小支持度，不满足频繁 2 －
项集要求，因此不将{ D，E}加入到频繁 2 －项集中。
将获得的频繁 2 －项集使用前缀划分策略进行

划分，具体前缀划分策略工作在 2. 5 中说明，Sp-
IEclat算法是在 Spark分布式框架下并行执行的，首
先要 Dirver Program触发集群开始作业，也就是在文
件读取时应用已经被提交，然后 Cluster Manager 作
为主节点控制着整个集群，将获得的频繁 2 －项集
分发到计算节点进行计算，每个结算节点接收到来

自主节点的命令之后负责任务的执行。
2. 5 前缀划分策略
根据文［14］提出的数据集划分技术，提出了前

缀划分策略。根据文［14］中的引理 1，可以得到以
下推论:

引理 1:将数据集 D 划分为 S 个相等大小的数
据块，记为 D = { D1，D2，. . . ，DS} ，将这些块上的本

地频繁项目集分别表示为 FI1，FI2，. . . ，FIS。并将
数据集 D上的频繁项目集表示为 FI。FI 是所有块
本地频繁项集的并集的子集，即 FIFI1∪FI2∪
…FIS。
推论:将频繁 K －项集提取前( K － 1) 个项作为

前缀，将频繁 K －项集按照具有相同前缀原则进行
划分，划分的块数为前缀的个数。将得到的频繁 K
－项集( fre-k) 进行划分，假设不同前缀个数为 s 个，
记为 fre-k = { fre-k1，fre-k2，…，fre-ks} ，在划分后的每

个块中除前缀外计算频繁 2 －项集，每个块中得到
的频繁 2 －项集分别为 fre-k1 － 2，fre-k2 － 2，…，fre-ks

－ 2，将得到的每个频繁 2 －项集加上该块的前缀取
并集就是所有的频繁( K + 1) －项集，并且该频繁 2
－项集的支持度就是频繁 － ( K + 1) 项集的支持度。
证明:每一个频繁项集中的项都是顺序存放的，

所以前缀是唯一的，对于每个块中的频 2 －项集会
存在重复的情况，但是加上前缀后的频繁 K －项集
就是唯一的。在任何一个频繁项集块 fre-ki中，其中
1≤i≤s，如果存在频繁 2 －项集，那么 fre-ki － 2 的支
持度一定大于最小支持度，所以加上前缀后一定是

频繁 K －项集。因为每个块得到的频繁 K －项集都
是唯一的，所以对于非频繁 2 －项集，他也不会对应
频繁 K －项集。
在 Spark框架的具体实现为首先调用 map( ) 将

所有的前缀提取得到一个 ＲDD，也就是将每个频繁
项中的第 ( K － 1 ) 个元素提取出来得到一个集合。
该 ＲDD 是由两部分组成，第一部分是提取出的前
缀，第二部分是一个哈希表，包含剩余的前缀以及该

频繁 2 － 项集对应的项集 ID。然后调用 reduce-
ByKey( ) 将相同的前缀进行合并，这里的前缀就是
要合并的 key值，合并时相同前缀的 ＲDD 被合并成
一个 ＲDD，合并后的 ＲDD 包含两个部分，分别是相
同的 key值和所有 value 中的哈希表拼接成一个大
的哈希表。
下面给出前缀划分策略的具体示例，图 5 为图

4 中得到的频繁 2 －项集使用前缀划分策略进行划
分的过程示例。

图 5 前缀划分示例
Fig. 5 The example of prefix division
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对于图 4所示获得的频繁 2 －项集中前缀为 A的
2 －项集{ { A，B} : ( 1，2，3) ，{ A，D} : ( 1，3) ，{ A，E} :
( 2，3) } 进行前缀提取得到 { A，{ B: ( 1，2，3 ) } } ，
{ A，{ D: ( 1，3) } } ，{ A，{ E: ( 2，3 } } ，这个过程调用
Spark提供的转换算子 map( ) 。然后进行规约得到
{ A，{ B : ( 1，2，3 ) ，D: ( 1，3 ) ，E: ( 2，3 ) } } ，这个过
程调用 Spark 提供的行动算子 reduceByKey ( ) 进行
合并。
2. 6 计算频繁 K( K ＞2) －项集
获取频繁 K －项集首先要判断获得的频繁项集

是否为空，若为空，则结束运行。若不为空，继续进
行前缀划分，将在各个计算节点中针对具有相同前

缀的项集，并行地以自底向上的形式进行迭代，用频

繁 K －项集产生频繁( K + 1 ) －项集。即在每个节
点中，对分配到该节点的项集进行前缀划分计算，产

生不同前缀对应的所有项集，之后对除前缀外的所

有项集进行计算频繁 － 2 项集，将满足条件的频繁
2 －项集添加前缀得到频繁 K －项集，并将计算结果
保存到内存中。
获取频繁 3 －项集，首先对频繁 2 －项集进行前

缀划分，划分后提取前缀，将除前缀外剩余的部分称

为后缀，对后缀计算频繁 2 －项集，将得到的频繁
2 －项集加上前缀得到频繁 3 －项集。对于图 5 中
得到的前缀划分后的结果，将前缀为 A 的项集除去
前缀的部分得到{ B : ( 1，2，3) ，D: ( 1，3) ，E: ( 2，3) }
再次进行 2 －项集的计算分别得到{ { B，D} : ( 1，3) ，
{ B，E} : ( 2，3 ) ，{ D，E} : ( 3 ) }。然而对于获得的
2 －项集中{ D，E} 的支持度小于给定的最小支持度
2，所以将其过滤掉。所以得到的频繁 2 － 项集为
{ { B，D} : ( 1，3) ，{ B，E} : ( 2，3 ) } ，所以只要将前缀
A分别加入到 { B，D} ，{ B，E} 中就可以得到频繁
3 －项集{ { A，B，D} : ( 1，3) ，{ A，B，E} : ( 2，3) }。
同理，对于频繁 K －项集的计算，首先提取频繁

( K － 1) －项集前缀，这时前缀的个数为( K － 2 ) 个，
提取前缀后对剩余部分计算频繁 2 －项集，将前缀
添加到频繁 2 －项集中得到频繁 K －项集。

3 算法实现

3. 1 数据预处理
数据预处理将原始数据的储存从水平型数据库

转换成垂直型数据库，并用位图保存 TIDSet。针对
水平型数据库的数据集，若数据集本身就是以垂直

型数据进行储存，计算每行中存在的 TID 即可。这
个过程是将数据集进行存储方式的转换，同时过滤

掉支持度小于最小支持度的数据，需要对整个数据

库进行读取，所以该过程中网络传输量会增大。数
据预处理的伪代码如算法 1 所示。
算法 1 数据预处理算法
输入:原始数据集路径 path
输入:最小支持度 minsup
输出:满足最小支持度并以位图储存的频繁

1 －项集 fre_1
1. javaＲDD←sc. textFile( path)
2. map←new HashMap
3. for row∈javaＲDD do
4. count←1 / /设置行号
5. set1←row. split( “”)
6. for i∈set. length do
7. if set1［i］∈map. key then / / item已存在
8. map. put( set1［i］，set1［i］． values + count)
9. else / / item不存在
10. map. put( set1［i］，count)
11. count + +
12. for i∈map do
13. s←s + i. key + i. value +”\ \n”
14. fre_1←new HashMap( )
15. for i in map. size( ) do
16. if s［1: ］． size ＞minsup do / /频繁 1 －项集
17. fre_1. add ( s［0］，BitSet ( s［1: ］) . size) / /转
换为位图形式

18. return fre_1
3. 2 计算频繁 2 －项集
计算频繁 2 －项集中求交集是采用基于位图计

算的方式，提高了算法的效率，并将中间结果保存在

内存中，方便后续频繁 K －项集的计算。计算频繁
2 －项集的伪代码如算法 2 所示。
算法 2 计算频繁 2 －项集算法
输入:预处理得到的频繁 1 －项集 fre_1
输入:最小支持度 minsup
输出:满足最小支持度并以位图储存的频繁

2 －项集 fre_2
1. fre_2←new HashMap( )
2. while i∈fre_1 do
3. bitset2← i. values( )
4. while j∈fre_1 and i ＜ j / / i项的后面项
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5. bitset3←j. values( )
6. bitset4←bitset2＆＆bitset3
7. if bitset4. size( ) ≥minsup do / /频繁 2 －项集
8. fre_2. put( fre_1. get( i) +“，”+ fre_1. get( j) ，

bs4)
9. return fre_2

3. 3 计算频繁 K －项集( K ＞2)
计算频繁 K －项集需要对频繁 ( K － 1 ) －项集

进行前缀划分操作，该操作会导致网络开销，因为在

调用 reduceByKey算子时会触发 shuffle，这个过程无
法避免。但是因为求得的频繁( K － 1 ) －项集都是
保存在内存中的，所以后续划分时不需要再次从数

据库或者 HDFS 中读取，这样减少很多网络开销。
计算频繁 K －项集的伪代码如算法 3 所示。
算法 3 计算频繁 K －项集( K ＞ 2) 算法
输入:计算得到的频繁( K － 1) －项集 fre_k － 1
输入:最小支持度 minsup
输出:满足最小支持度的频繁 K －项集 fre_k
1. map = new HashMap( )
2. while fre_k － 1. key hasNext
3. pre = fre_k － 1. key［0: K － 2］/ /提取 K － 2 个
前缀

4. suf = new HashMap( )
5. suf. put( fre_k － 1. key － pre，fre_k － 1. get( fre_k

－ 1. key) ) / /除前缀项外都作为后缀
6. map. put( pre，suf)
7. javaＲDD = sc. parallelizePairs( ( List) map)
8. map1 = new HashMap( )
9. mappreadd← javaＲDD. reduceByKey ( i. suf +

j. suf) / /前缀相同时后缀合并
10. fre2← Getfre _2 ( mappreadd. value. key，min-

sup) )
11. fre_k =mappreadd. key + fre_2
12. return fre_k

3. 4 算法复杂度分析
3. 4. 1 I /O开销
在 Spark计算框架中，I /O 消耗主要包含网络

I /O消耗和磁盘 I /O消耗。在本算法中，主要的 I /O
和网络消耗的步骤发生在计算频繁 K ( K ＞ 2 ) －
项集。
计算频繁 K －项集用到前缀划分的剪枝技术，

而前缀划分阶段会调用到 reduceByKey 算子触发
shuffle过程，从而产生磁盘 I /O 和网络开销。对于
Spark的 shuffle而言，map端需要把不同的 key 值及

其对应的 value值发送到不同机器上，reduce端接收
到 map的数据后采用 Aggregator机制将键值对保存
到 HashMap中，而 Aggregator 的操作是在磁盘上进
行的，所以会产生大量的磁盘 I /O。由于对数据进
行了清洗并且得到的频繁 K －项集中随着 K值的增
大，项集大小逐渐变小，磁盘写入需要的 I /O会逐渐
变小，后面实验得到证明。
3. 4. 2 时间开销
为了描述可能的时间的开销，定义符号及含义

如表 1 所示。

表 1 定义符号及含义
Tab. 1 Define symbols and meanings

符号 含义

|Ck | 数据集中每行数据的长度

M 集群中所拥有的机器数量

K: ( K － 1) 表示由第 K － 1 项集所产生的数据量

P 计算节点的数量

NETspeed 节点之间的网络速度

DISKspeed 节点的磁盘 I /O性能

时间开销主要包含位运算消耗，Spark 自身框
架的维护消耗，I /O 网络消耗。由于位运算消耗的
时间很短所以忽略不计，所以时间代价主要与当前

集群的网络质量和 I /O所使用的存储介质有关。
时间代价如公式( 1) 所示。

Timecost ( K) =
CPUcost ( K)
CPUspeed ( K)

+
NETcost ( K)
NETspeed ( K)

+

DISKcost ( K)
DISKspeed ( K)

( 1)

数据预处理是整个算法最主要的 CPU 消耗。
CPU的开销如公式 ( 2 ) 所示，这个公式表示的是
CPU平均的消耗情况。由于每个节点所分配到的
数据量难以确定，但是在分发过后的数据规模都是

确定的。

CPUcost ( K) =
|Ck | ×［K: ( K － 1) ］

M × P ( 2)

I /O产生的最主要的开销是前缀划分中对前缀
进行合并触发 shuffle 导致的，Spark 的 shuffle 过程
既会产生网络开销也会产生磁盘开销。网络 I /O开
销如公式 3 所示，磁盘 I /O开销如公式 4 所示。

NETcost ( K) =
|K: ( K － 1)
NETspeed

( 3)

DISKcost ( K) =
|K: ( K － 1)
DISKspeed

( 4)
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4 数值实验与结果分析

4. 1 实验环境
使用 2 台服务器，配置均为 3 T 硬盘，128 G 物

理内存，第六代 Intel 处理器。操作系统是 Ubun-
tu16. 04，集群参数中 Hadoop的堆大小设置为 25 G。
Spark的 executor内存设置为 25 G。开发语言采用
Java语言。开发工具采用 IntelliJ IDEA( COMMUNI-
TY 2018. 2) 进行开发、编译和运行，Hadoop 采用 ha-
doop － 2. 5. 1 版本，JDK 采用 jdk1. 7. 0_71，Scala 采
用 scala － 2. 11. 8，Spark采用 spark － 2. 1. 0 － bin-ha-
doop2. 7 版本。
4. 2 数据集
在本实验中，使用了 FIMI 仓库的 Mushroom

［21］和 Webdocs［9］数据集，是两个被广泛用于关
联规则挖掘的数据集。数据集的参数如表 2 所示，
常用于比较算法的性能。

表 2 数据集的参数
Tab. 2 Parameters of dataset

数据集 Mushroom webdocs

事务平均长度 23 177. 2

项个数 119 5 268 000

事务总数 8 124 1 690 000

大小 /kB 570. 4 1 468 006. 4

4. 3 算法效率对比
这里进行了 2 种比较，为了保证挖掘出的所有

频繁项集都不为空，2 种比较都选择最大关联规则
长度为 5 的情况。首先是本文提出的 Sp-IEclat 算
法和 MapＲeduce 框架下的 Eclat 算法之间的比较，
选择比较的数据集为 Mushroom，比较结果如图 6
所示。
由图 6 可以看出，在数据集较大时，本文提出的

算法运行的效率要远高于 Eclat 算法在 MapＲeduce
框架下的运行效率。当支持度越来越小时，挖掘出
的频繁项集越来越多，Sp-IEclat 算法会将中间结果
存放在内存中，而且位图求交运算代替集合求交集

运算，会节省大量时间。
其次，在 Spark 框架下将本文提出的 Sp-IEclat

算法和 FP-Growth 算法及 Eclat 算法进行比较。选
择比较的数据集是 Webdocs 数据集。Spark 中包含
了一个可以提供机器学习的功能的程序库，其中算

法 FP-Growth 就是调用了 Spark MLlib 中的 FP-
Growth算法的接口。实验结果如图 7 所示。

图 6 不同框架下效率对比
Fig. 6 efficiency comparison on different frameworks

图 7 Spark下算法效率比较
Fig. 7 Algorithm’s efficiency comparison on Spark

在数据集较大的环境下，可以看到本文提出的

Sp-IEclat算法的运行速度远大于 FP-Growth 算法和
Eclat算法。随着支持度越来越小，产生的频繁项集
越来越多时，Sp-IEclat 算法效率要更明显一点。对
于 FP-Growth算法来说，Sp-IEclat 算法不需要产生
中间的树型数据结构，可节省大量时间。对于 Eclat
算法来说，Sp-IEclat算法求交集时采用位图计算，并
且使用前缀划分使求频繁 K －项集时遍历项集数目
变少，提高了算法效率。
4. 4 集群性能分析
在这里使用 webdocs. dat 数据集，在支持度为

250 K 的情况下对不同算法进行测试，如图 8 ～ 10
为使用集群监控软件 Ganglia 监测集群 CPU占用率
情况。
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图 8 FP-Growth算法 CPU占用率
Fig. 8 CPU utilization of FP-Growth algorithm

图 9 Eclat算法 CPU占用率
Fig. 9 CPU utilization of Eclat algorithm

图 10 Sp-IEclat算法 CPU占用率
Fig. 10 CPU utilization of Sp-IEclat algorithm

以上 3 幅图片给出了不同算法的 CPU 占用率
情况。对于 CPU 占用率，此集群环境下，Sp-IEclat
算法和 Eclat算法的 CPU占用率比较低，相对于 FP-
Growth算法来说，FP-Growth 算法 CPU 的占用率最
大将近 80%，而 Sp-IEclat 算法和 Eclat 算法的 CPU
占用量最大不到 15%。原因为 Sp-IEclat 算法和
Eclat算法都采用垂直数据结构，不需要多次扫描数
据库，并且 Sp-IEclat算法中采用的位图计算方法可
以有效的减少 CPU 运行压力; 而 FP-Growth 算法采
用水平数据库，并且需要构建生成树，在算法初始化

的时候造成较大的 CPU负载压力。
如图 11 ～ 13 为使用集群监控软件 Ganglia 监测

集群 I /O占用情况。

图 11 FP-Growth算法 I /O占用量
Fig. 11 I /O utilization of FP-Growth algorithm

图 12 Eclat算法 I /O占用量
Fig. 12 I /O utilization of Eclat algorithm

图 13 Sp-IEclat算法 I /O占用量
Fig. 13 I /O utilization of Sp-IEclat algorithm

以上 3 幅图片给出了不同算法的 I /O 占用情
况。对于集群的 I /O 负载，FP － Growth 算法 I /O 负
载压力主要出现在生成规则树中，最大达到

9 000 kB，当支持度低的时候生成树可能会非常大，
此时需要大量的进行磁盘交换，从而导致 I /O 负载
增大。Eclat 算法有两次负载峰值，达到 250 kB，因
为频繁 4 －项集和频繁 5 －项集的传输过程 TIDSet
长度比较长，传输数据大，I /O 负载增大。Sp-IEclat
算法在整个算法中有一次负载峰值，仅仅不到

20 kB，因为要进行频繁 2 －项集的前缀划分，即使
后面也要进行前缀划分操作，但是占用量肯定要小

于频繁 2 －项集的前缀划分的 I /O 负载，因此集合
的 I /O负载也显著的降低。
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5 结 论

本文提出了一种基于 Spark 框架的关联规则挖
掘算法。本算法只需进行一次数据库遍历，并基于
位图进行计算以及采用了前缀划分的剪枝方法，从

而提高了运行效率，减少了集群的 CPU 占用率和
I /O负载压力。通过实验可得出在大数据下，较低
支持度中也能保持算法以较快的速度和较低的

CPU占用量及集群 I /O 负载来执行关联规则。而
在较高的支持度下也能保持算法的高效。此算法使
用范围比较广，可以用于大数据挖掘环境中。下一
步考虑将该算法推广到不确定数据挖掘环境下。
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